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Streszczenie. Niniejszy artykut przedstawia analiz¢ mozliwosci zastosowania sieci neuronowych do klasyfikacji danych tekstowych w postaci
komentarzy. Ponadto przedstawiono wyniki badania dwoch metod optymalizacji sieci neuronowej: Adam i Gradientu. Celem pracy jest
przeprowadzenie badan zachowania si¢ sieci neuronowej w zaleznosci od zmiany parametrow oraz ilosci danych uzytych do nauczania sieci
neuronowej. Na potrzeby realizacji tego celu utworzona zostata aplikacja testowa korzystajaca z sieci neuronowej w celu wyswietlenia ogdlnej
oceny obiektu noclegowego na podstawie dodanych opinii uzytkownikow.
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Abstract. This paper presents an analysis of the possibilities of using neural networks to classify text data in the form of comments. Moreover,
results of research of two neural network optimization methods: Adam and Gradient are presented. The aim of the work is to conduct research
on the behavior of the neural network depending on the change of parameters and the amount of data used to teach the neural network. To
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1. Wprowadzenie Celem badania jest analiza efektywno$ci wykorzystania
algorytméw sieci neuronowych w nowoczesnych aplikacjach
Sztuczna inteligencja oraz uczenie maszynowe nie s3 webowych oraz poréwnanie dwoch metod optymizacji sieci
nowymi technologiami. Te technologie od dawna si¢ neuronowej: Adam 1 Gradientu. Zadanie zrealizowano
rozwijaja. Niestety dotychczas nie bylo mozliwosci tak wjezyku programowania Python oraz biblioteki sieci
szerokiego stosowania mechanizmoéw uczenia maszynowego, neuronowej TensorFlow.
poniewaz komputery nie mialy odpowiedniej mocy
obliczeniowej. Wraz ze wzrostem mocy obliczeniowe] 2. Przeglad literatury
komputeréw, ten kierunek zdobywa coraz wigksza
popularno$¢. Dzisiaj kazdy kto ma komputer i dostep do Wraz ze  wzrostem  dostgpnosci  dokumentow
Internetu moze stworzy¢ sie¢ neuronowa i testowac ja na elektronicznych 1 szybkim rozwojem sieci Internet,
danych wejsciowych. Mozna réwniez skorzysta¢ z serwisow automatyczna klasyfikacja danych stata si¢ kluczowa metoda
takich jak na przyktad Google lub Amazon, ktore umozliwiaja organizacji danych 1 odkrywania wiedzy. Wlasciwa
uruchomienie sieci neuronowych na swoich serwerach. klasyfikacja ~dokumentow elektronicznych, wiadomosci
Oprécz mocy obliczeniowej, nie mniej waznym apektem jest online, blogdéw 1 maili wymaga uzycia metod wyszukiwania
zestaw danych, na ktorych sie¢ neuronowa bedzie si¢ uczyta. tekstu, uczenia maszynowego oraz technik przetwarzania
Zestaw danych musi by¢ odpowiednio duzy, aby uzyskaé jezyka naturalnego w celu uzyskania znaczacej wiedzy.
wysoka efektywno$¢ uczenia. W artykule 4 Review of Machine Learning Algorithms for
Text-Documents  Classification [4] autorzy poruszajg
Organizacje na catym §wiecie gromadza duze iloSci problematyke reprezentacji tekstu oraz omawiajg techniki
danych do rozwigzania roéznych problemoéw biznesowych. i metody stosowane w klasyfikacji danych tekstowych. Jedng
Sztuczng inteligencje mozna zdefiniowa¢ jako system, ktory z takich technik jest reprezentacja tekstu (ang. fext
wykonuje okre§lonego rodzaju zadania przy wykorzystaniu representation), ktoéra shuizy do redukcji zlozono$ci
wiedzy, otrzymanej na podstawie interpretowania danych dokumentow i utatwiania ich automatycznej obstugi. Co do
wejsciowych. Zeby prawidlowo wykonywaé zadania, system technik nauczania maszynowego to autorzy opisuja takie
uczy si¢ na danych wejsciowych, przez interpretowanie metody nauczania jak: Rocchio’s Algorithm, Decision Tree,
danych wejsciowych uzyskujac wiedzg, ktorg jest w stanie Decision Rules Classification, Artificial Neural Network,

wykorzysta¢ do wykonania zadan.
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Genetic  Algorithm, Support Vector Machine (SVM),
K nearest neighbor (k-NN).
Obecnie istnieje wiele metod optymizacji sieci

neuronowych. Naleza do nich: Adagrad, RMSProp, Adam,
SGDNesterov, AdaDelta, metoda Gradientu. Uzycie metody
Adam zostalo opisane w artykule Adam: a method for
stochastic optimization [8].  Autorzy artykulu analizuja
teoretyczne wilasciwosci konwergencji  algorytmu oraz
pordéwnujg wspolezynnik zbieznosci z najlepszymi znanymi
wynikami optymizacji wypuktej. Wyniki pokazaly, ze
w praktyce Adam dziata lepiej 1 jest korzystniejszy
W poréwnaniu z innymi metodami optymizacji stochastyczne;.

Kazda z wymienionych metod jest wspierana przez
bibliotek¢ TensorFlow. Jednym z przykladéw zastosowania
biblioteki jest uzycie sieci neuronowej do przewidywania
przeptywu ruchu drogowego. Zastosowanie algorytmu zostato
opisane przez autorow artykutu Deep Neural Networks for
traffic flow prediction [5]. Opisana w artykule gi¢boka sie¢
neuronowa korzysta z danych o ruchu drogowym w czasie
rzeczywistym. Jest to pionierski przyklad takich badan.
Sugerowany model wykorzystuje rzeczywiste dane ruchu
agregowane co pie¢ minut. Wyniki pokazuja, ze wspolczynnik
doktadno$ci modelu wynosi okoto 99%.

Po przeanalizowaniu publikacji naukowych ktore dotycza
tematu sztucznej inteligencji mozna stwierdzi¢, ze istnieja
publikacje [4, 8] prezentujace wyniki badan wydajnos$ci sieci
neuronowych przy uzyciu réznych metod lub przy zmianie
parametrow konfiguracyjnych sieci. W niektdrych artykutach
naukowych [5] udato si¢ znalez¢ przyktady uzycia biblioteki
TensorFlow w r6znych dziedzinach zycia.

3. Opis przebiegu badan

Glownym zadaniem aplikacji stworzonej na potrzeby
badan jest zbieranie opinii internautdow o okreslonych
obicktach noclegowych i generowanie zestawien wedlug
okreslonych kategorii na podstawie analizy przeprowadzanej
za pomocg sieci neuronowej. W celu realizacji badan
i implementacji sieci neuronowej, zostang wykorzystane
biblioteki: TensorFlow, TensorBoard, NLTK. TensorFlow
pozwala wykonywa¢ ro6znego rodzaju operacje uczenia
maszynowego z duzg wydajnoscig. Wytrenowane modele sieci
neuronowej beda zastosowane w aplikacji webowe;j.

Sie¢ neuronowa przygotowana na potrzeby badan powinna
by¢ tak skonfigurowana i nauczona, aby mogla rozr6zni¢
kategorie (lub kilka kategorii) do ktorej nalezy komentarz
irodzaj komentarza (pozytywny lub negatywny). Analizujac
opinie turystow z portalu booking.com wybrano cztery
kategorie opisu noclegdw ktére najbardziej interesuja
turystow:

» lokalizacja obiektu noclegowego,
* czystos¢ i komfort,

* personel,

*  wyzywienie.

Jednym z najkosztowniejszych, z punktu widzenia naktadu
pracy, etapéw badania jest zbior danych do uczenia sig.

Podczas przygotowania danych wazna byta nie tylko ilos¢
danych, ale iich jako$¢. Aby system byl gotowy do pracy
z duzg iloécia danych w postaci opinii uzytkownikoéw portalu,
informacje byly zebrane z najwigkszych, dostgpnych portali
noclegowych. Pozwolilo to na nauczenie sieci na podstawie
prawdziwych opinii.

Dane przygotowane na potrzeby uczenia si¢ sieci
neuronowej zostaly podzielone na 8 kategorii (uwzgledniajac
pozytywne i negatywne opinie dla kazdej z czterech kategorii).
Pierwszy zestaw danych zawiera okolo 1700 rekordow,
natomiast drugi zestaw zawiera juz okoto 12 tysiecy rekordow.

Aby zbada¢ wplyw ilo$ci danych na efekt uczenia, sie¢
neuronowa byla trenowana na dwoch zestawach danych. Poza
tym, aby sprawdzi¢ jaki wplyw na efekt uczenia ma liczba
epok, sie¢ neuronowa byla uczona na 10, 20, 50 oraz 100
epokach.

Zostang rowniez przeprowadzone badania efektywnosci
metod optymalizacji Adam oraz gradientu w zadaniu
klasyfikacji tekstu. Zestaw danych do uczenia bedzie
obejmowat 12 tysiecy komentarzy, zestaw danych testowych
bedzie obejmowat okoto jednego tysiaca komentarzy.

Wszystkie badania zostang przeprowadzone z uzyciem
sieci neuronowej, ktora posiada jedna warstwe ukryta
z szybkoscig uczenia 0.001.

Nauczona sie¢ neuronowa byla testowana za pomoca
zbioru danych walidacyjnych, niezaleznych od zbioru
uczacego. llos¢ danych testowych jest dosyé duza, aby
uzyska¢ doktadne wyniki testowania.

Podczas analizy efektywnoS$ci uczenia sieci neuronowych
zostang uwzglednione: warto$¢ odchylenia w procesie uczenia,
warto$¢ odchylenia w wyniku koncowym oraz doktadnosc
otrzymang po przetestowaniu nauczonej sieci neuronowe;.

4. Metody optymalizacji gradientu oraz Adam

Do optymalizacji wartosci odchylenia w sieciach
neuronowych najczgséciej wykorzystuje si¢ metode gradientu,
ktora przy kazdej iteracji algorytmu, szuka kierunku,
w ktorym warto§¢ odchylenia maleje. Wada klasycznej
metody gradientu jest to, ze podczas procesu uczenia sieci
neuronowej (optymalizacji wartosci odchylenia) wykorzystuje
statg warto§¢ parametru szybkos$ci uczenia przez caly proces
uczenia, co przy malej liczbie epok moze spowodowaé nie
satysfakcjonujacy wynik.

Aby rozwigza¢ problem metody gradientu, Diederik
P.Kingma oraz Jimmy Lei Ba opracowali metode
optymalizacji o nazwie Adam i opisali ja w swojej pracy:
»~Adam: a method for stochastic optimization” [2]. Metoda
optymalizacji Adam ma wysoka wydajnos¢ i jest bardzo
efektywna w optymalizacji. Gtoéwng zaleta tej metody jest to,
Ze oblicza ona warto$¢ parametru szybkosci uczenia do kazdej
wagi sygnatu, ktory taczy si¢ z neuronem i podczas uczenia
sieci Adam moze odpowiednio dopasowywaé tg warto§¢ do
kazdego sygnatu.
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5. Prezentacja rezultatéw badan
5.1. Badanie 1

Z zestawem danych, ktory obejmuje 1700 komentarzy,
otrzymano dokladno$¢ 42%, a warto$¢ odchylenia udato si¢
zoptymalizowa¢ do 38. Wryniki uczenia przedstawiono
wtabeli 1. Patrzac na otrzymana doktadno$¢ mozna
stwierdzi¢, ze wynik nie jest zadowalajacy, ale z takim matym
zestawem danych trudno otrzymac lepszy. Dane musza by¢
wysokiej jakosci i posiada¢ duzo cech (ang. features), na
ktorych sie¢ bedzie si¢ uczyta klasyfikowaé komentarze. Poza
tym, analizujac otrzymang wartos¢ odchylenia (38), mozna
stwierdzi¢, ze 10 epok uczenia byto wartoscia zbyt mata.

Tabela 1. Wyniki procesu uczenia w Badaniu 1

Wartos$¢ odchylenia Dokladno$é (%)
38,88 42

Analizujagc proces uczenia, ktory przedstawiono na
rysunku 1, mozna zauwazy¢ duzy skok w wartosci odchylenia
pomiedzy pierwsza a druga epoka, ale po 2 epoce nastepuje
duzy spadek wartosci odchylenia. Podczas calego procesu
uczenia sie¢ rozwijata si¢, ale po 9 epoce widac, ze progres
W uczeniu zmniejszyl sie.

Proces uczenia na poszczegélnych epokach
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Rys. 1. Proces uczenia na poszczeg6lnych epokach

Na potrzeby analizy wplywu liczby epok na efekt uczenia,
liczbg epok bylo zwigkszono kilka razy: do 20 epok, do 50
epok i do 100 epok. Wynik uczenia przedstawiono w tabeli 2.

Tabela 2. Wynik uczenia sieci dla poszczegolnej liczby epok

Liczba epok Xgilrlty"lsecma Dokladno$é(%)
10 38,80 5
20 3235 5
50 31,45 47
100 3137 47

Analizujac wyniki z tabeli 2 otrzymane po zwigkszeniu
liczby epok, mozna stwierdzi¢, ze zwigkszenie liczby epok
miato pozytywny wptyw na efekt uczenia. Porownujac wynik
doktadno$ci, ktory otrzymano po 10 epokach uczenia
z wynikiem otrzymanym po 100 epokach widaé, ze
doktadno$¢ wzrosta o 5%.Warto§¢ odchylenia udato sig
zoptymalizowa¢ z 38 do 31. Poza tym, analizujac pozostale
wyniki, mozna zauwazy¢, ze po uczeniu, ktore trwato 50 epok
otrzymano prawie taki sam wynik, jak po uczeniu przy
uczeniu po 100 epokach. W tym przypadku wartosé
odchylenia zmniejszyta si¢ o bardzo malg warto§¢, wzrost
doktadnosci jest niewielki.

Podsumowujac mozna stwierdzi¢, ze liczba epok w tym
badaniu nie miata duzego wplywu na wynik koncowy,
a optymalng liczbg epok do uczenia jest 50. 100 epok jest
natomiast zbyt duza liczba, bo wynik koncowy prawie si¢ nie
r6zni od wyniku uczenia po 50 epokach.

5.2. Badanie 2

Aby zbada¢ wpltyw ilosci danych na efekt uczenia,
nastepne badania byly przeprowadzone z drugim zestawem
danych (ktéry obejmuje 12 tysiecy komentarzy). Wynik
uczenia z tym zestawem danych przedstawiono w tabeli 3.
Analizujac wynik widaé, ze dokladno$¢ po 10 epokach
uczenia stanowi 58%, a warto$¢ odchylenia udalo si¢
zoptymalizowa¢ do 26. Poréwnujac otrzymany wynik
z wynikiem badania 1 widaé, ze wraz z wigkszym zestawem
danych otrzymano o wiele lepszy efekt uczenia. Po
zwigkszeniu ilosci danych doktadnos¢ wzrosta o 16%,
a wartos$¢ odchylenia zmniejszyta si¢ o 12.

Tabela 3. Wynik uczenia sieci w badaniu 2

Warto$¢ odchylenia Dokladno$é(%)
26,19 58

Analizujac proces uczenia, ktory przedstawiono na
rysunku 2, mozna zauwazy¢, ze wykres jest bardzo podobny
do wykresu dla badania 1 (rysunek 1). Jednak w badaniu
1 zauwazono, ze po 9 epokach progresu w uczeniu prawie nie
byto, natomiast w tym przypadku dobrze widaé, ze podczas
calego procesu uczenia sie¢C neuronowa ma progres
w optymalizacji warto$ci odchylenia. Aby uzyskaé jeszcze
lepszy efekt uczenia, liczba epok musi by¢ zwigkszona.

Proces uczenia na poszezegolnych epokach
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Rys. 2.  Proces uczenia na poszczegdlnych epokach

Poprzednio stwierdzono, ze efekt uczenia z wigkszym
zestawem danych moze by¢ lepszy po zwigkszeniu liczby
epok. Aby zweryfikowa¢ ta potencjalng zaleznos¢, liczbe
epok zwigkszono kilka razy. Wyniki przedstawiono w tabeli 4.

Tabela 4. Wynik uczenia sieci dla poszczegodlnej liczby epok

Liczba epok owdac‘;tyr(;::inia Dokladno$é(%)
10 26,19 58
20 9,77 61
50 3,07 64
100 2,29 64

Analizujac wyniki mozna stwierdzi¢, ze w tym przypadku
zwigkszenie liczby epok rowniez mialo pozytywny wpltyw na
efekt uczenia jak i w badaniu 1. Zwigkszenie liczby epok
spowodowato wzrost doktadnosci o 6% 1 duzy spadek
warto$ci odchylenia. Patrzac na wyniki w tabeli 4 mozna
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zauwazyC¢, ze maksymalnie wysoka doktadno$¢ udato si¢
otrzyma¢ po 100 epokach uczenia, minimalng warto$¢
odchylenia tez otrzymano po 100 epokach uczenia. Poza tym,
analizujac pozostale wyniki mozna zauwazy¢, ze otrzymana
doktadno$¢ przy uczeniu, ktore trwato 50 epok nie rézni od
doktadonsci przy uczeniu, ktore trwato 100 epok. Sytuacja jest
bardzo podobna jak w badaniu 1, gdy po 50 epokach
otrzymane wyniki byly podobne jak te uzyskane przy 50
epokach.

Z danego badania wynika, ze zwigkszenie liczby epok mialo
pozytywny wpltyw na efekt uczenia, a optymalng liczba epok
jest 50.

5.3. Badanie 3

Wynik uczenia sieci neuronowej z wykorzystaniem
metody gradientu przedstawiono w tabeli 5.

Tabela 5. Wynik uczenia z uzyciem metody gradientu dla poszczegdlnej
liczby epok

Liczba epok OWdZ:l;(;i;ia Dokladno$é(%)
10 209,21 15
20 157,49 27
50 145,12 29
100 112,08 38

Analizujac wynik mozna stwierdzi¢, ze sie¢ w procesie
uczenia caty czas si¢ doskonalita, bo wyniki pokazuja, ze
doktadno$¢ caly czas rosta, a warto$¢ odchylenia zmniejszata
si¢. W porownaniu z wynikami, ktére otrzymano przy uczeniu
sieci z wykorzystaniem metody Adam, ktére przedstawiono
wtabeli 6, mozna zauwazy¢, ze podczas uczenia
z wykorzystaniem metody Adam uzyskano o wiele lepszy
wynik klasyfikacji.

Tabela 6. Wynik uczenia z uzyciem metody Adam dla poszczegélnej liczby
epok

Liczba epok m;ty"lsecma Dokladno$é(%)

10 26,19 58

20 9,77 61

50 3,07 64

100 2,29 64

Doktadnos¢, ktora uzyskano przy uczeniu sieci

neuronowej za pomocg algorytmu Adam jest o wiele wigksza
w porownaniu z doktadnos$cia uzyskana podczas uczenia
z wykorzystaniem metody gradientu. Doktadnos¢, po 10
epokach z wykorzystaniem metody gradientu stanowi tylko
15%, w porownaniu do dokladnosci otrzymanej metoda
Adam, ktora stanowi 58%. Duza rdznica jest nie tylko
w doktadnosci, ale réwniez w wartosci odchylenia, ktora
otrzymano w wyniku uczenia sieci. Warto$¢ odchylenia po 10
epokach z wykorzystaniem metody gradientu stanowi 209,
natomiast metoda Adam zoptymalizowata warto$¢ odchylenia
do 26. Analizujac kolejne wyniki uczenia, po zwigkszeniu
liczby epok z 10 do 20, wida¢, ze doktadnos$¢ przy uczeniu
z wykorzystaniem metody Adam wzrosta o 3%, ale patrzac na
wynik, ktory uzyskano przy pomoca metody gradientu, widac
duzy wzrost doktadnosci, z 15% do 27%. Doktadnos¢ nadal

jest o wiele nizsza w porownaniu do otrzymanej przy pomocy
metody Adam. Natomiast, analizujagc warto$¢ odchylenia po
zwigkszeniu liczby epok, mozna zauwazy¢ duzy spadek
warto$ci odchylenia w obu przypadkach. Warto zauwazyé¢, ze
po 50 epokach metoda Adam stracita progres w optymalizacji
wartos$ci odchylenia, wowczas progresu w doktadnosci tez nie
byto. Poréwnujac te wyniki do tych uzyskanych
z wykorzystaniem metody gradientu, mozna zauwazy¢, ze
metoda gradientu caly czas miala progres.

Proces uczenia na poszezegolnych epokach
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Rys.3.  Poréwnanie wartosci odchylenia

Analizujac wykres na rysunku 3, ktory ilustruje proces
uczenia dla obu metod, wida¢, ze metoda Adam uzyskata
optymalng warto§¢ odchylenia duzo wczesniej niz metoda
gradientu. Po 30 epoce, metoda Adam prawie nie
optymalizowata warto$¢ odchylenia. W przypadku metody
gradientu, caly czas wida¢ bylo progres, ale warto$¢
odchylenia byla o wiele wigksza niz dla metody Adam.
W wyniku uczenia sieci metoda Adam uzyskata optymalng
warto$¢ odchylenia, ale dla metody gradientu epok bylo za
mato, aby maksymalnie optymalizowaé warto§¢ odchylenia.

Podsumowujac, metoda Adam okazata si¢ o wiele lepsza
niz metoda gradientu. Metoda gradientu uzyskata o wiele
gorsze wyniki uczenia niz metoda Adam przy takiej samej
liczbie epok. Oczywistym jest fakt, ze dla metody gradientu
epok bylo za mato. Natomiast, dla metody Adam liczba epok
byta wystarczajaca, aby uzyska¢ optymalng wartos¢
odchylenia oraz dokladno$¢. Poza tym, metoda Adam
pokazata wysoka dokladno§¢ oraz niska warto$¢ odchylenia
juz po 10 epokach uczenia, gdy metoda gradientu dawata
o wiele gorsze wyniki.

6. Wnhnioski

Po przeanalizowaniu wynikow badan 1 oraz 2 mozna
stwierdzi¢, ze zestaw danych ma duzy wptyw na efekt uczenia.
Poza tym, na efekt uczenia ma wptyw nie tylko ilo$¢ danych
do uczenia, ale i jako$¢ tych danych. Poréwnujac wyniki
badania 1 oraz 2 bylo widaé, ze wraz ze zwigkszeniem
danych do uczenia dokladno$¢ wzrosta, natomiast 64%
doktadno$ci nie jest wynikiem satysfakcjonujagcym. Takie
zachowanie sieci jest spowodowane staba jakoscia danych
w drugim zestawie danych (ktory obejmuje 12 tysigcy
komentarzy). Poza tym badania pokazaly, ze liczba epok ma
duzy wptyw na wyniki uczenia, dlatego, liczbe epok trzeba
dopasowywacé, aby uzyskac jak najlepsze wyniki uczenia.

Badanie 3 miato na celu poréwnanie metod optymalizacji
Adam oraz gradientu. Z otrzymanych wynikéw badania
3 wida¢, ze metoda optymalizacji Adam daje wysoka
wydajnos¢ ijest o wiele lepsza od klasycznej metody
gradientu. Przy wuczeniu z wykorzystaniem metody
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optymalizacji Adam udalo si¢ uzyska¢ optymalna warto$¢
odchylenia o wiele wczesniej w porownaniu do uczenia
z wykorzystaniem metody gradientu. Dla metody gradientu
epok bylo za mato, natomiast dla metody Adam epok byto
wystarczajaco (nawet za duzo), aby uzyska¢ optymalng
warto$¢ odchylenia.
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