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Performance analysis of machine learning libraries

Analiza wydajnosci bibliotek uczenia maszynowego
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Abstract

The paper presents results of performance analysis of machine learning libraries. The research was based on ML.NET
and TensorFlow tools. The analysis was based on a comparison of running time of the libraries, during detection of
objects on sets of images, using hardware with different parameters. The library, consuming fewer hardware resources,
turned out to be TensorFlow. The choice of hardware platform and the possibility of using graphic cores, affecting the
increase in computational efficiency, turned out to be not without significance.
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Streszczenie

W artykule zaprezentowane zostaty wyniki analizy wydajnosci bibliotek uczenia maszynowego. Badania oparte zostaty
na narzedziach ML.NET i TensorFlow. Przeprowadzona analiza bazowata na pordwnaniu czasu dzialania bibliotek
podczas wykrywania obiektow na zbiorach zdje¢, przy uzyciu sprz¢tu o réoznych parametrach. Biblioteka, zuzywajaca
mniejsze zasoby sprzetowe, okazata si¢ TensorFlow. Nie bez znaczenia okazat si¢ wybor platformy sprzgtowej oraz
mozliwo$¢ uzycia rdzeni graficznych, majacych wpltyw na zwickszenie wydajnos$ci obliczen.
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1. Wstep réwnano doktadno$¢ czas6w rozpoznawania cyfr pisa-
nych pismem odrgcznym przy pomocy bibliotek Ten-
sorFlow, PyTorch, Theano, Keras oraz SciKit-Learn.
Wydajnos¢ byta mierzona na podstawie czasu treningu
sieci neuronowej oraz doktadnosci rozpoznawania da-
nych pobranych z bazy MNIST. Czas uczenia biblioteki
TensorFlow byl bardzo podobny do narzedzi Scikit-
learn oraz Keras i wynosit od 1 do 3 sekund, co zdecy-
dowanie pokonywato biblioteke¢ PyTorch, osiggajaca
czas treningu na poziomie 25 sekund [3].

Autorka ksigzki ,,Hands-On Machine Learning with
SciKit-Learn and TensorFlow”, w swojej publikacji
stwierdza, ze jednym z wigkszych probleméw wydajno-
Sci jest jej spadek, w przypadku dostarczenia btednych
danych. Jako rozwigzanie takiego problemu wskazane
jest reagowanie na nieprawidtowosci za pomocg algo-
rytmu wykrywania anomalii, umozliwiajacego $ledzenie
przychodzacych danych [4].

Autorzy jednej z prac sugerowali skupienie najwigk-
szej uwagi w kierunku uczenia nadzorowanego, czyli
np. na stworzeniu etykiet, prawidtlowo opisujacych
grupe przyktadowych obrazéw, poniewaz niezawodnosc¢
uczenia wrasta dzigki ingerencji czlowieka i opisaniu
danych [5]. Podobne wnioski uzyskali naukowcy reali-
zujacy doswiadczenia na otwartozrodlowe] bazie Ima-
geNet stwierdzajac, ze rozwigzaniem sprzyjajacym
wydajnosci, jest zmierzenie dokladnosci etykiet
w uczeniu nadzorowanym [6].

Algorytm jest nadzorowany przez cztowieka aby
w efekcie sam, po analizie szeregu przypadkow, mogt
zwraca¢ poprawne odpowiedzi z jak najwigksza do-
ktadno$cia. To zagadnienie dotyczy nie tylko wykrywa-

We wspodtczesnym $wiecie wykorzystanie technik
uczenia maszynowego stato si¢ niezwykle powszechne.
Zgodnie z jednym z wielu przeprowadzonych na ten
temat sondazy, juz w 2019 roku stwierdzono, ze prawie
polowa szybko rozwijajacych si¢ przedsigbiorstw ma
w planach wdrozenie sztucznej inteligencji w przeciagu
roku [1].

Nierozerwalng koncepcja mieszczaca si¢ w ramach
sztucznej inteligencji jest uczenie maszynowe (ang.
machine learning), gdzie komputer wykrywa jak ma
zosta¢ wykonane zadanie dzigki okre§lonym wzorcom
i przekazanemu zbiorowi danych. Powstalo wiele na-
rzedzi oraz bibliotek wspierajacych programistow
W tworzeniu i trenowaniu modeli, a wraz z rosngcym
zapotrzebowaniem zwigksza si¢ liczba dostepnych roz-
wigzan, ktdre w znacznej czgsci sg typu open source.

Algorytmy uczenia maszynowego korzystaja
z parametrow, opartych na danych szkoleniowych. Do-
stosowanie danych w taki sposob, aby w jak najlepszy
sposob reprezentowaly rzeczywisto$¢, pozwala na uzy-
skanie doktadniejszych wynikoéw i uzytecznych analiz,
ktorych osiggniecie nie byloby mozliwe do zbadania
przez czlowieka lub wymagaloby wigcej nakladow
pracy [2].

W celu lepszego poznania zastosowan uczenia ma-
szynowego 1 weczesniejszych badan zwigzanych
z wydajno$cia bibliotek uczenia maszynowego prze-
prowadzono analize artykutéw o podobnym temacie.

W artykule ,,Review and comparative analysis of
machine learning libraries for machine learning” po-
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nia obiektdow na obrazach ale moze stuzyé rowniez do
wielu zadan, w ktorych szukany wynik jest liczbg. Na
podstawie informacji statystycznych, warunkéw atmos-
ferycznych i1 ograniczen predkosci, istnieje mozliwosé
okreslenia liczby mozliwych wypadkéw na drodze lub
okreslenia cen sprzedazy nieruchomos$ci na podstawie
wielko$ci, stanu lub lokalizacji [7]. Zagadnienia tego
rodzaju mieszcza si¢ w definicji techniki regres;ji.

Krokiem w kierunku niezawodnosci sa techniki gle-
bokiego uczenia (ang. deep learning) wykorzystujace
sztuczne sieci neuronowe. Symuluja one systemy, ktore
odzwierciedlaja aspekty dziatania prawdziwych neuro-
néw. Sa odpowiedzialne za wiele ostatnich postgpow
W uczeniu maszynowym jako cato$ci, szczeg6lnie w ta-
kich dziedzinach, jak rozpoznawanie obrazéw i prze-
twarzanie jezyka naturalnego [8].

Architektura sieci neuronowej nadal znacznie od-
biega swoja struktura od zlozonej sieci mézgowej skta-
dajacej si¢ z ogromnej ilo$ci neuronéw. Pozostaje jesz-
cze kwesta uzycia zasobow sprzgtowych oraz poboru
mocy jaki jest potrzebny przy dziataniu sztucznych
sieci. Przy najbardziej zaawansowanych operacjach
wymagane sg duze zasoby energii oraz rozbudowane
stacje, co powoduje kolejne problemy przy wykorzysta-
niu uczenia maszynowego [9].

W dokumentacji biblioteki TensorFlow, jako dziata-
nie sprzyjajace doskonaleniu modelu, wskazywane jest
rozwigzanie waskich gardel. Sprawdzenie czy model
radzi sobie dobrze jest mozliwe dzigki zaimplemento-
waniu go i profilowaniu, ktére pomaga w analizie zuzy-
cia zasobow sprzetowych- pamieci i czasu [10].

Rozwigzanie, ktére zaproponowala firma NIVIDA
umozliwia wykorzystanie rdzeni graficznych w formie
proceséw ogdlnego przeznaczenia. Narz¢dzia pozwala-
jace na wykorzystanie kart graficznych pozwalaja na
przyspieszenie sprzgtowe [11].

W artykule ,,Performance Analysis of Deep Lear-
ning Libraries: TensorFlow and PyTorch” poréwnano
dwa narze¢dzia wykorzystujace rdzenie CUDA: PyTorch
oraz TensorFlow. Po analizie wydajnosci tych bibliotek
zauwazono, ze pierwsza z nich wykorzystuje mniejszy
potencjal GPU niz TensorFlow. Podczas badan zwrdco-
no uwage roéwniez na to, ze pomimo podobnego uzycia
jednostki CPU, przy TensorFlow temperatura procesora
byta kilka stopni wyzsza niz przy wykorzystaniu konku-
rencyjnego rozwigzania. Narzgdzie od Google jest row-
niez znacznie bardziej proste i intuicyjne. PyTorch na-
tomiast wykorzystuje mniej zautomatyzowane funkcje,
co skutkuje wickszym wkladem wlozonym przez pro-
gramistow [12].

Kolejne powstajace platformy majg zminimalizowaé
problemy z wydajnoscia, unifikacja, rozszerzalnoscia
i skalowalno$cia, umozliwiajac jak najlepsza wydajnosc¢
przy maksymalnym wykorzystaniu zasobow sprzeto-
wych [13].

TensorFlow jest biblioteka obecng w wielu bada-
niach, natomiast materialdow dotyczacych biblioteki
ML.NET jest zdecydowanie mniej. Pierwsza z nich,
w zestawieniach z innymi platformami, wielokrotnie
osiggata zblizone wyniki, bedac jednoczesnie uzalez-

niong od parametréow sprzetowych. Analizowane pozy-
cje literaturowe na temat badania wydajnosci, nie obej-
mowaty poréwnania tych dwdch platform, co motywuje
do przeprowadzenia eksperymentu obejmujacego oba
rozwigzania, umozliwiajagcego wybor narzedzia realizu-
jacego scenariusz wykrywania obiektow na obrazach
w sposob optymalny. Celem autoro6w jest zbadanie
wydajnosci bibliotek oferowanych przez firmy Micro-
soft i Google, pod wzglgdem szybkosci badania i uzycia
zasobow sprzgtowych.

2. Metodyka badan
2.1. Opis badania

W celu przeprowadzenia badania utworzono dwie apli-

kacje bazujace na algorytmach uczenia maszynowego:

1. Aplikacja konsolowa do badania wydajnos$ci biblio-
teki ML.NET

2. Aplikacja stworzona w $§rodowisku Jupyter Note-
book do badania czasu analizy obiektow przez Ten-
sorFlow.

Ich dziatanie sprowadza si¢ do wprowadzania
przez uzytkownika danych w formie zbiorow obrazow.
Nastepnie zbiér danych ulega przetworzeniu. Aplikacja
wykrywa obiekty na obrazach i zapisuje rezultaty do
osobnego katalogu. Wyniki z przeprowadzonej analizy
sg przedstawiane w postaci prawdopodobienstwa
i ramek otaczajacych obiekty, co przedstawione jest na
Rysunku 1. Podstawa takiego dziatania jest uzycie pra-
widlowo wytrenowanego modelu.

air:wlano- r %,

Rysunek 1: Obraz po analizie z zaznaczonymi wykrytymi obiektami.

Badanie wydajno$ci dzialania aplikacji polega na
zmierzeniu czasOw wykonywania tych samych operacji
przez dwie rozne biblioteki. W kodzie zrédtowym do-
dano funkcj¢ mierzenia czasu wykonania kodu. Po wy-
konaniu okreslonych zadan, czas byt wyswietlany na
ekranie.

W celu uzyskania jak najbardziej wiarygodnych wy-
nikow zostaty uzyte gotowe, wyuczone modele. Bada-
nie zostalo przeprowadzone na dwoch urzadzeniach
posiadajacych ro6zng specyfikacje, przedstawiong

231



Journal of Computer Sciences Institute

20 (2021) 230-236

w Tabeli 1, celem zweryfikowania, ktére z nich radzi
sobie lepiej z narzuconym zadaniem i jakie parametry
maja wplyw na wydajnos¢ dzialania bibliotek.

Tabela 1: Specyfikacja urzadzen uzytych w badaniu

Procesor
Urzadzenie Typ Liczba | Taktowanie | RAM GPU
rdzeni
(MHz) (GB)
Komputer AMD od 3600 GeForce
. Ryzen 8 16 RTX
stacjonarny 7 do 4400 3070
Intel
od 1900
Laptop Ciosre 2 do 2051 8 -

Pierwsze stanowisko badawcze posiada dodatkowo
karte graficzna, ktéra umozliwita skorzystanie ze spe-
cjalnych rdzeni CUDA. CUDA jest zastrzezona plat-
formg programistyczng dostosowana do masowej row-
nolegtosci zadan obliczeniowych, a posiadanie rdzeni w
liczbie 5888, umozliwia rownolegle przetwarzanie 5888
wektoryzowanych jednostek wykonawczych. Za ich
pomoca, dzigki mozliwosciom oferowanym przez jezyk
Python, realne jest zbadanie czasu, jakiego potrzebuje
sama karta graficzna.

Skorzystano z metody obserwacji polegajacej na
swiadomym obserwowaniu funkcjonowania aplikacji
podczas wykrywania obiektow na zbiorze obrazow.

2.2. Srodowisko badawcze

W przeprowadzanym badaniu wykorzystane zostaty
dwie konkurencyjne biblioteki: TensorFlow-platforma
oferowana przez Google Brain Team, najbardziej spo-
pularyzowana ws$rod programistow zajmujacych si¢
uczeniem maszynowym i ML.NET-biblioteka od firmy
Microsoft stworzona dla jezykow programowania C#
oraz F#.

2.3. Model

Celem implementacji, skorzystano z modelu w formacie
ONNX (ang. Open Neural Network Exchange), wytre-
nowanego na podobnym problemie. Zostat on pobrany
ze zbioru ONNX Model Zoo. Operatory w ONNX sg
podzielone na zestawy funkcji i prymitywnych operato-
réow. Funkcja to operator, ktdrego obliczenia moga by¢
wyrazone jako podgraf innych operatorow. Do ich opisu
uzywany jest graf. W nim znajdujg si¢ listy weztow,
wejsé, wyjs¢ oraz wartosci state. Dzigki uzyciu rozsze-
rzalnego modelu grafu obliczeniowego mozliwe jest
uzycie go przy wykorzystaniu wielu réoznych platform
[14].

W poczatkowej fazie dziatania algorytmu uczenia ma-
szynowego wymagane sg obiekty typu DataView. Kaz-
dy model zawiera definicj¢ danych wejsciowych oraz
wyjsciowych, zawierajaca nazwy, typy i rozmiary da-
nych. Jezeli ktoras z danych jest niepoprawnie zdefi-
niowana badz zle zaimplementowana, wowczas
w trakcie dziatania programu moga wystapi¢ wyjatki.

Obraz zostaje podzielony przez sie¢ neuronowa na po-
szczegolne regiony, tworzac siatke o rozmiarach 13x13

(Rysunek 2). Nastgpnie jest szacowane prawdopodo-
bienstwo dla kazdego regionu i na jego podstawie prze-
widywane sa obwiednie (Rysunek 3, Rysunek 4).

Przy trenowaniu modelu istotne jest najpierw zgroma-
dzenie odpowiednich danych, a nastepnie ich zatadowa-
nie. W kolejnym etapie tworzone s3 potoki, ktore model
jest w stanie przetworzy¢. Nastgpnym krokiem jest
trenowanie modelu i jego ocena. Jezeli model nie jest
jeszcze odpowiednio wytrenowany, nalezy powtorzy¢
wszystkie czynnosci do uzyskania odpowiedniego efek-
tu. Jezeli model zostanie wytrenowany do odpowied-
niego poziomu, zostaje zapisany. Proces uczenia go od
podstaw pochtania duzo zasoboéw obliczeniowych
i wigze si¢ z ogromng liczba parametrow do skonfigu-
rowania, dlatego tez tak uzyteczne sg projekty spolecz-
nosciowe jak ONNX, gdy samo wytrenowanie modelu
nie jest tak istotne dla zakresu badan.

Rodzaje modeli ONNX mozna podzieli¢ na dwa ro-
dzaje: ONNX skupiony na sieciach neuronowych, ktory
rozpoznaje tensory jako typy wejsciowe i wyjsciowe
oraz ONNX-ML, pozwalajacy na rozpoznawanie se-
kwencji i map. Drugi typ wykorzystuje modele, ktore
nie zostaty stworzone w oparciu o sieci neuronowe.

T S

Rysunek 2: Schemat dziatania algorytmu wykrywania obiektow na
obrazie, etap 1 [15].

Rysunek 3: Schemat dziatania algorytmu wykrywania obiektow na
obrazie, etap 2 [15].
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Rysunek 4: Schemat dziatania algorytmu wykrywania obiektow na
obrazie, etap 3 [15].
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Wykorzystany w badaniach model to Tiny YOLO2.
Jest to sie¢ neuronowa, pozwalajgca na wykrywanie
obiektow w czasie rzeczywistym [15][16]. W czasie
testu jest analizowana cata fotografia, wigc prognozy
bazuja na globalnym kontekscie obrazu. Modele YOLO
charakteryzuja si¢ bardzo duza szybkosciag wykrywania
obiektow oraz wysoka doktadno$cig. Dzicki wytreno-
waniu modeli na procesorach GPU, modele te uzyskaty
ogromng doktadnos$¢ i bardzo dobrg szybkos¢. Rozmia-
ry modeli jednak sa dosy¢ duze i czgsto przy srodowi-
skach z ograniczong pamigcig nie s one w stanie pra-
cowac w zadowalajacy sposob [17].

2.4. Implementacja biblioteki TensorFlow

Za posrednictwem biblioteki TensorFlow, dane sa prze-
twarzane w postaci grafu. Dzialanie to wymaga prze-
ksztalcenia obiektoéw do postaci tensora. Tensorami sg
krawedzie grafu taczace wierzchotki, ktére z kolei od-
zwierciedlaja dziatania matematyczne. Podczas prze-
twarzania obrazu odbywa si¢ konwersja, co skutkuje
powstaniem tablicy liczb, ktora reprezentuje poddawany
analizie obraz i na tym etapie tablica moze by¢ weryfi-
kowana przez model. Niezb¢dnym krokiem jest okre-
$lenie, ktore dane majg by¢ podane na wyjsciu modelu i
przetworzone, poniewaz sam model sktada si¢ z danych
wejsciowych i1 wyjsciowych. Powyzsze dziatania zosta-
ly przeprowadzone z uzyciem platformy opensource
TensorFlow Object Detection API.

Implementacja tej biblioteki przeprowadzona zostata
w $rodowisku do wykonywania aktywnego kodu krok
po kroku tj. Jupyter Notebook w jezyku Python. Ten-
sorFlow jest narzedziem wszechobecnym we wspotcze-
snej technologii, dlatego tez wdrozenie aplikacji, bazu-
jacej na tej platformie mozna wykona¢ na wigkszosci
urzadzen m.in. komputerach lokalnych, procesorach i
procesorach graficznych, klastrach, oraz na urzadze-
niach z systemem Android i iOS.

Celem prawidtowego przebiegu eksperymentu zo-
staty uzyte dodatkowe pakiety:

1. Pakiet pillow-umozliwiajacy przetworzenie obra-
z6w do jezyka akceptowalnego przez jezyk Python,

2. Pakiet jupyter-powigzany z mozliwoscig tworzenia
arkuszy do wykonywania kodu w Pythonie.

3. Pakiet lxml-umozliwiajaca przetwarzanie plikow
w formacie xml.

Baza obrazéw wykorzystanych do przeanalizowania
przez algorytmy w eksperymencie badawczym to CO-
CO. Dodatkowo uzyto pakietu API umozliwiajgcego
wykorzystanie powyzszej bazy w projekcie.

2.5. Implementacja biblioteki ML.NET

Gotowa struktura katalogow projektu zostala przedsta-
wiona na rysunku 5. Folder Model, zawiera wczesniej
wspomniany model TinyYolo2_model.onnx. Katalog
assets zawiera testowane obrazy, natomiast zdjgcia
przetworzone z wykrytymi obiektami mieszcza si¢ w
katalogu output.

Zdefiniowanie zmiennych, ktére reprezentujg lokali-
zacj¢ folderow z obrazami wraz z zawierajacym model
katalogiem zostaty uwzglednione w klasie Main.

] Rozwiazanie ,ObjectDetection” (liczba projektow: 1z 1)
4 ObjectDetection
P2 Zaleznosci
4 fml assets
4 @l images
b ml 500
b Ml output
4 ] Model
F‘r TinyYeloZ_model.onnx
4 ] DataStructures
b c* ImageNetData.cs
b c* ImageMNetPrediction.cs
4 @
P
P YoloBoundingBox.cs
b € YoloOutputParser.cs

YoloParser

c# DimensionBase.cs

¢ OnncModel5Scorer.cs

P c* Program.cs

Rysunek 5: Struktura katalogéw projektu w srodowisku Visual Studio.

Tworzenie obiektow z klas wczesniej przedstawio-
nych, zawarte jest w bloku try-catch. To w nim znajduje
si¢ m.in. obiekt, ktory przechowuje informacje
o prawdopodobienstwie, zadeklarowana zostaje instan-
cja obwiedni, a takze wraz z gldéwnym kodem aplikacji
nastepuje obliczanie czasu wykonania kodu.

Jednym z gtownych obiektow tworzonych w tym
miejscu jest takze model punktowy dla modelu
w formacie ONNX.

3. Wyniki badan

Metodyka badawcza, polegata na poréwnaniu trafnosci
procesu wykrywania obiektow na obrazach, przez wy-
brane, konkurencyjne biblioteki oraz na zweryfikowaniu
szybkosci dziatania poszczegodlnych bibliotek na urza-
dzeniach posiadajacych odmienne parametry.

Uzyskane wyniki podzielone zostaty pod katem li-
czebnosci zdje¢ oraz urzadzen, na ktorym badanie zo-
stalo przeprowadzone. Podziat ten, umozliwial przed-
stawienie roznic w dziataniach aplikacji i przede
wszystkim w funkcjonowaniu algorytmow.

W przypadku biblioteki TensorFlow zdjecia podzie-
lone zostaty na trzy zbiory zawierajace 100, 500 i 1000
obrazoéw. Dla kazdego ze zbiorow wyniki, wyrazone
w sekundach, prezentowaly ten sam trend. Czas prze-
twarzania obrazow w kazdej z badanych grup, byt naj-
krotszy dla CPU, wynoszac kolejno, 13, 68 1 145 se-
kund. Analiza obrazéw z uzyciem karty graficznej
i wspomnianych w rozdziale 3 rdzeni CUDA wyniosta
29, 99 1 203 sekundy.

Wyniki na laptopie z wbudowana karta graficzna
wyniosty 30, 174 i 424 sekundy. Zauwazalny jest dwu-
krotny wzrost czasu pomiedzy GPU i laptopem na ko-
rzy$¢ karty graficznej (Rysunek 6).
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Rysunek 6: Czas analizy zbioréw zdj¢¢ wykonanej na Laptopie, GPU
i CPU z wykorzystaniem biblioteki TensorFlow.

Podczas analizy biblioteki ML.NET zdjecia podzie-
lone zostaty na trzy zbiory: 36, 100 i 500 obrazdw.
W czasie trwania eksperymentu prowadzono proby
przeprowadzenia go na liczebniejszych zbiorach, jednak
takie dziatanie bylo ograniczane przez mozliwa do wy-
korzystania pamig¢ RAM.

Czas, poswigcony przez program na przetworzenie
fotografii i wykrycie obiektow, cechowat si¢ podobna
tendencjg co poprzednia biblioteka. Najkrotsze wyniki
zostaty osiagnigte za posrednictwem CPU, wynoszac
kolejno: 250, 1393 oraz 11846 sekund. Mniej korzystne
czasy zostaly osiagnigte na laptopie, tj. drugim badanym
w przypadku ML.NET urzadzeniu, wynoszac 671, 3941
120605 sekund (Rysunek 7).
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Rysunek 7: Czas analizy zbiorow zdj¢¢ wykonanej na Laptopie i CPU
z wykorzystaniem biblioteki ML.NET.

Zestawienie wynikow uzyskanych z obu aplikacji wy-
kazato ponad 100 razy dluzszy czas poswigcony na
wyznaczone zadanie w badaniu przeprowadzonym za
pomoca ML.NET (Rysunek 8).

TENSORFLOW ® ML.NET

. N ||

PC CPU LAPTOP PC CPU LAPTOP

100 500
LICZEBNOSC ZBIORU ZDJEC

Rysunek 8: Graficzne poréwnanie czasu wykrycia obiektow na obra-
zach przez biblioteki TensorFlow i ML.NET dla réznych $rodowisk
badawczych.

Przy probie analizy zbioru zdje¢ sktadajgcego si¢
z 1000 zdje¢, zostat otrzymany komunikat o braku za-
sobow pamigciowych. Podobna sytuacja, jednak przy
zbiorze dwukrotnie wigkszym, nastgpita rowniez dla
biblioteki TensorFlow. Uzycie procesora bylo w tym
przypadku znacznie nizsze i tym samym nie miato to
wplywu na otrzymany czas przetwarzania obrazow.

Tabela 2: Poréwnanie czasu wykrycia obiektow na obrazach przez
biblio-teki TensorFlow i ML.NET dla réznych $rodowisk badawczych

Biblioteka Srodowisko Liczba zdj¢¢ | Czas przetwarzania
badawcze
(s)
TensorFlow PC CPU 100 13
500 68
Laptop 100 30
500 174
ML.NET PC CPU 100 1393
500 11846
Laptop 100 3941
500 20605

W przypadku uzycia w aplikacji mozliwosci wyko-
rzystania rdzeni graficznych, zaobserwowano wzrost
uzycia rdzeni CUDA oraz znaczne wykorzystanie dedy-
kowanej pamieci procesora graficznego. Uzycie proce-
sora nie zmienito si¢ znaczaco, natomiast czas dzialania
ulegt nieznacznemu wydtuzeniu (Rysunek 9).
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Procesor graficzny

- Cuda 33%
UZycie dedykowanej pamiecdi procesora graficznego 0GB
Uzycie wspotuzytkowanej pamied procesora graficznego 8.0 GB
Wykorzystanie Dedykowana pamiec procesora graficznego
6% 7.7/8.0GB
Pamiegc procesora graficznego Vspotuzytkowana pamied procesora graficznego
7.8/16.0 GB 0.1/8.0 GB

Temperatura procesora GPU
47 ¢

Rysunek 9: Zuzycie procesora graficznego podczas analizy obrazow
za pomoca TensorFlow, na komputerze stacjonarnym.

4. Whnioski

W tym artykule zostaly poréownane dwie biblioteki
uczenia maszynowego pod katem czasu po§wigconego
na wykrycie obiektu znajdujgcego si¢ na obrazie, oraz
zuzycia zasobow sprzetowych urzadzen o odmiennej
specyfikacji.

Przeprowadzona analiza wynikéw pozwolila zauwa-
zy¢, ze biblioteka TensorFlow zdecydowanie lepiej
sprawdza si¢ w scenariuszu obejmujagcym wykrywanie
obiektow na zdjeciach niz biblioteka ML.NET.

Na podstawie przeprowadzonych obserwacji po-
twierdzono teze, ze dziatanie biblioteki TensorFlow jest
uzaleznione od platformy sprzgtowej. Wykorzystanie
rdzenia graficznego i rdzeni CUDA pozwala na zwigk-
szenie wydajnosci obliczen. Liczba przetwarzanych
grafik nie wptyneta znaczaco na dlugos¢ wykonywania
algorytmu rosnac proporcjonalnie.

W badaniach zrealizowanych za pomoca biblioteki
ML.NET analiza fotografii byla bardzo powolna, po-
mimo maksymalnego wykorzystania procesora.

Zdecydowanie widoczna przewaga TensorFlow mo-
ze wynika¢ z wigkszej liczby uzytkownikow, ktorzy
swoje dziatania zwigzane z zagadnieniem uczenia ma-
szynowego opieraja na tej platformie. ML.NET pomimo
gorszych osigganych czasow w przeprowadzonym ba-
daniu, nadal dociera do duzego grona uzytkownikow,
z powodu bazowania na jezykach C# i F#.
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