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Abstract

The aim of the study was to compare the accuracy of handwriting recognition and the time needed to classify data from
the test sets. The Lenet-5, AlexNet and GoogLeNet architectures were used for the research. All selected architectures
are models of convolutional neural networks. The research was carried out with the use of image databases, handwritten
digits MNIST and handwritten letters EMNIST. After the tests, it was found that the GoogLeNet model showed the
highest accuracy, and the LeNet-5 the lowest. However, the LeNet-5 model needed the least time to complete the task,
and GoogLeNet the most. On the basis of the obtained results, it was found that increasing the complexity of the model
positively influences the accuracy of object classification, but significantly increases the demand for computer re-
sources.
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Streszczenie

Celem badania bylo porownanie doktadnosci rozpoznawania pisma odrgcznego oraz czasu potrzebnego na klasyfikacje
danych ze zbioréw testowych. Do badan wykorzystano architektury Lenet-5, AlexNet i GoogleNet. Wszystkie wybra-
ne architektury sa modelami konwolucyjnych sieci neuronowych. Badania przeprowadzono z wykorzystaniem baz
obrazéw odrgczenie pisanych cyfr MNIST i odrgeznie pisanych liter EMNIST. Po wykonaniu badan stwierdzono, ze
najwicksza doktadnoscia wykazat si¢ model GoogLeNet, a najmniejsza LeNet-5. Natomiast najmniej czasu na wykona-
nie zadania potrzebowat model LeNet-5, a najwigcej GoogLeNet. Na podstawie otrzymanych wynikow stwierdzono, ze
zwickszanie ztozonosci modelu wptywa pozytywnie na doktadno$¢ klasyfikacji obiektéw, ale znacznie zwigksza zapo-
trzebowanie na zasoby komputera.

Stowa kluczowe: Konwolucyjne sieci neuronowe; klasyfikacja pisma odrgcznego
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1. Wstep Dzi$§ popularno$¢ SSN stale rosnie. Szerokie zasto-
sowanie SSN jest mozliwe dzigki sposobie dziatania
i budowie, ktore majg odwzorowywac biologiczny sys-
tem nerwowy cztowieka. SSN sg obecne w wielu miej-
scach, wykorzystywane do codziennej pracy wymagaja-
cej analizy danych, klasyfikacji czy sterowania. Dobry-
mi przyktadami moga by¢ kontrola bagazéw na lotni-
sku [5], rozpoznawanie twarzy [6], rozpoznawanie pi-
sma odrecznego [7], prognozy gietdowe [8], a nawet
pogody [9].

Ciagle powstaja kolejne architektury cechujace si¢
coraz wigksza dokladnoscia wykonywanej pracy. Od
roku 2010 do 2017 odbywaly si¢ coroczne zawody
klasyfikacji obiektow 2D z bazy ImageNet [10]. Aby
wygra¢ SSN musiata osiggng¢ mozliwe najmniejszy
poziom btedu podczas klasyfikacji danych testowych.
Omawiane w pracy architektury AlexNet i GoogLeNet
zwycigzaly odpowiednio w roku 2012 12014 [4].

Istnieje wiele narzedzi utatwiajacych tworzenie mo-
deli sieci neuronowych takich jak biblioteka Keras
zintegrowana z TensorFlow czy biblioteka PyTorch,
dzigki ktéorym nawet niedo§wiadczone osoby moga
szybko zacza¢ swoja przygode z glgbokim uczeniem

Historia sztucznych sieci neuronowych (SSN) siega lat
40. XX wieku, kiedy to McCulloch i Pitts (1943) [18]
przedstawili model matematyczny aktywnos$ci neuro-
nowej mozgu, a Hebb (1949) [1] stworzyl mechanizm
uczenia si¢ oparty na wzmocnieniu, aby wyjasni¢ ucze-
nie si¢ w ludzkim moézgu. Rosenblatt (1958) [2] stwo-
rzyt nastgpnie model obliczeniowy elementow przetwa-
rzajacych mozg, zwanych perceptronami.

Jedna z pierwszych udanych prob uzycia glgbokiego
uczenia bylo stworzenie w 1989 roku architektury Le-
Net-5 [3]. W 1998 roku architektura ta wykazala si¢
najwicksza dokladnoscig w klasyfikacji odrgcznie pisa-
nych cyfr wérdd obecnych wtedy na rynku rozwigzan.
To napedzito dalszy rozwdj uzycia glgbokiego uczenia
w sztucznych sieciach neuronowych.

Kolejnym przelomowym momentem byto uzycie
mocy obliczeniowej kart graficznych w trenowaniu sieci
1 pozniejszej klasyfikacji danych. Pierwszym wyraznym
sukcesem bylo stworzenie architektury AlexNet, ktora
wykazata si¢ o ponad 10% mniejszym poziomem bfle-
dow w konkursie ImageNet w 2012 roku wzglgdem
nastgpnego wyniku w rankingu [4].
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maszynowym i sieciami neuronowymi. Stworzone mo-
dele SSN mozna w prosty sposob wytrenowac i przete-
stowac¢ korzystajac z wielu dostepnych baz danych m.in.
MNIST [11], EMNIST [12] lub ImageNet [10], zawiera-
jacych nie tylko proste obiekty, jak zdjecia obiektow
czy pisma recznego, ale nawet probek biologicznych
pobranych od pacjentow.

W pracy poréwnano wspomniane wyzej architektu-
ry, czyli Lenet-5, AlexNet i GoogleNet pod katem
doktadnosci rozpoznawania odrgczenie pisanych liter
i cyfr oraz czas potrzebny na klasyfikacje danych testo-
wych. W kolejnych rozdziatach opisane zostaly konwo-
lucyjne sieci neuronowe, ktorymi te architektury sa oraz
same architektury. Nastgpnie przedstawiono sposob
realizacji badan, postawione hipotezy badawcze, im-
plementacje modeli oraz opisano wybrane do badan
bazy danych. Na koniec zamieszczone zostaty uzyskane
wyniki, ich opis oraz wnioski.

2. Konwolucyjne sieci neuronowe

Glownym obszarem, w jakim wykorzystywane sa kon-
wolucyjne sieci neuronowe (CNN) jest rozpoznawanie
wzorcow na obrazach. To pozwala zakodowaé w archi-
tekturze cechy charakterystyczne dla obrazu, dzigki
czemu sie¢ lepiej nadaje si¢ do zadan zwigzanych
z obrazem - przy jednoczesnym dalszym zmniejszeniu
parametrow wymaganych do skonfigurowa-
nia modelu [16]. Rézne wersje i konfiguracje CNN,
potrafia osiaga¢ dokltadnos$¢ ponad 99% podczas klasy-
fikacji odrgczenie pisanych cyfr oraz ponad 95% pod-
czas klasyfikacji odreczenie pisanych liter tacin-
skich [19].

Na CNN sktadajg si¢ trzy rodzaje warstw. Sg to war-
stwy splotowe (konwolucyjne), warstwy laczace (ang.
Pooling Layers) 1 warstwy w pelni polaczone (ang.
Fully-Connected Layers).

Warstwy splotowe, jak nazwa wskazuje, sa podsta-
wa CNN. Zawierajg w sobie filtry (ang. kernels), kto-
rych zadaniem jest wyodrebnienie cech odrdézniajacych
od siebie obrazy. Filtr to dwuwymiarowa tablica wag,
ktoéra reprezentuje cze$¢ obrazu. Jest nakladany na ob-
szar obrazu, a nastepnie obliczany jest iloczyn skalarny
miedzy pikselami wejsciowymi, a filtrem. Wynik jest
podawany do macierzy wyjsciowej. Filtr przesuwa si¢
krok po kroku, powtarzajgc proces, az przesunie si¢
przez caly obraz. Ostateczne dane wyjSciowe sg znane,
jako mapa funkcji lub mapa aktywacji.

Warstwy laczace maja za zadanie zmniejszenie ob-
razu. To oznacza mniejszg liczb¢ parametrow do wyu-
czenia przez sie¢. Dzieki temu model CNN jest prostszy
i wydajniejszy. Warstwa laczaca dziala na kazdej mapie
aktywacji na wejsciu i skaluje jej wymiarowos$¢ za po-
moca funkcji ,MAX”. W wigkszosci CNN warstwy
laczace majg posta¢ warstw z maksymalnym tgczeniem,
z filrami o wymiarowosci 2 x 2, nakladanymi
z krokiem 2 wzdhiz przestrzennych wymiaréw danych
wejsciowych. To skaluje mape aktywacji do 25% orygi-
nalnego rozmiaru [16].

W warstwie w pelni potaczonej, potaczenia miedzy
neuronami wygladaja, ze kazdy neuron jest potagczony

z neuronem warstwy poprzedniej. Warstwa ta probuje
wygenerowa¢ wyniki klas z mapy aktywacji, ktore zo-
stang uzyte do klasyfikacji.

3. Wykorzystane Architektury
3.1. LeNet-5

LeNet-5 to architektura, ktéra Yann LeCun i in. zapre-
zentowali w 1989 roku [3]. Byta jedng z pierwszych
CNN. Tworcy wykorzystywali stworzony program do
rozpoznawania odrecznie zapisanych kodow poczto-
wych na listach. Doktadnos¢ klasyfikacji wynosita 90%,
co pokazywato, ze SSN moga mie¢ praktyczne zasto-
sowania. Model sktada si¢ z siedmiu warstw, nie liczac
warstwy wejscia. Wszystkie warstwy zawieraja parame-
try, ktéore mozna trenowaé (wagi). Wejscie to obraz
o wymiarach 32 x 32 piksele [13]. LeNet-5 definiuje
podstawy CNN, jednak w momencie pojawienia si¢ na
rynku nie byla popularna z powodu braku odpowiednie-
g0 sprzgtu, a zwlaszeza kart graficznych.

3.2. AlexNet

AlexNet to model zaprezentowany przez Alexa
Krizhevskiego i in. w 2012 roku [14]. Architektura ta
konkurowata w zawodach ImageNet Large Scale Visual
Recognition Challenge (ILSVRC) w tym samym roku,
wygrywajac je [4]. Wspotczynnik btedow top-5 modelu
wynosit 15,3% i byt nizszy o 10,8% niz kolejny wynik
w konkursie. AlexNet sklada si¢ z pigciu warstw splo-
towych, z czego po niektérych znajdujg si¢ warstwy
laczace, oraz z trzech w pelni polaczonych warstw [14].
Zastosowanie wigkszej liczby warstw byto kluczowe dla
wydajnos¢, ale potrzebowato wiele zasoboéw. Bylo to
jednak mozliwe dzieki wykorzystaniu kart graficznych
w procesie uczenia sieci. Praca naukowa o AlexNet [14]
ma duzy wplyw na rozwdj CNN. Wedtug strony Google
Scholar praca byla cytowana ponad 90000 ra-
zy (styczen 2022).

3.3. GoogLeNet

GoogLeNet to 22-warstwowa architektura, znana takze
pod nazwg Inception v1. GoogLeNet zostato zaprezen-
towana w 2014 roku przez firm¢ Google [15]. W tym
samym roku zwyciezyla konkurs ImageNet [4]
z poziomem bledow wynoszacym 6,7%. Najwicksza
nowoscig zaprezentowang wraz z tg architekturg byty
moduty incepcji. Moduty te polegaja na rownolegtym
dziataniu warstw konwolucyjnych, kazda z rézng do-
ktadnosciag dziatania (rézne wielkosci filtrow). Takie
roztozenie warstw ma pomagaé w klasyfikacji obiektow
o roznych skalach. Wersja naiwna takiego modutu wy-
konuje splot na wejsciu za pomoca 3 réznych rozmia-
row filtrow (1x1, 3x3, 5x5). Dodatkowo wykonywany
jest proces maksymalnego taczenia (ang. max pooling).
Nastepnie wyjscia sa faczone i wysytane dalej. W celu
ograniczenia zapotrzebowania na zasoby tworcy zapro-
ponowali takze wersj¢ modutu incepcji z redukcja wy-
miarowosci [15]. Wersja ta polega na ograniczeniu
kanatow wejsciowych przez dodanie warstw sploto-
wych o rozmiarze 1x1 przed warstwami 3x3 i 5x5. Ar-

146



Journal of Computer Sciences Institute

23 (2022) 145-151

chitektura GoogLeNet wykorzystuje dziewig¢ modutow
incepcji z redukcja wymiarowosci.

4. Realizacja badan
4.1. Scenariusze Badawcze

Celem badania bylo poréwnanie modeli LeNet-5,

AlexNet i GoogLeNet pod wzgledem doktadnos$ci kla-

syfikacji odreczenie pisanych cyfr oraz liter alfabetu

facinskiego. Dodatkowo poréwnane zostaly czasy po-
trzebne na klasyfikacje danych ze zbiorow testowych.

W tym celu sformutowano przedstawione ponizej sce-

nariusze badawcze.

Scenariusz 1:

1. Wytrenowanie modeli LeNet-5, AlexNet i GooglLe-
Net pod katem klasyfikacji odrgcznie pisanych cyfr.

2. Poréwnanie dokladno$ci (metryka accuracy) kazde-
go modelu.

3. Poréwnanie czasu potrzebnego na klasyfikacje da-
nych ze zbioru testowego dla kazdego modelu.

Kazdy z modeli przeszedl 20 razy proces uczenia od

zera. Do kazdego procesu uczenia bylty wykorzystywa-

ne te same parametry dla poszczegdlnych warstw. Kaz-
dy taki proces trwat 20 epok, tak, aby upewnic sig, ze
kazdy z modeli zblizyt si¢ do maksimum swojej do-
ktadnoséci. Do badania wykorzystany zostal zbior da-
nych MNIST [11], czyli 60000 obrazéw uczacych

i 10000 obrazoéw testowych.

Scenariusz 2:

1. Wytrenowanie modeli LeNet-5, AlexNet
i GoogLeNet pod katem klasyfikacji odrgcznie pisa-
nych liter.

2. Ewaluacja skutecznosci przez pordéwnanie doktad-
nosci (ang. accuracy) kazdego modelu.

3. Poréwnanie czasu potrzebnego na klasyfikacje da-
nych ze zbioru testowego dla kazdego modelu.

Badanie zostato przeprowadzone tak jak w scenariuszu

pierwszym. Roéznicg byt zbior danych. Wykorzystany

zostal zbidr odrgczenie pisanych liter ze zbioru

EMNIST [12]. Zbior sktada si¢ z 88800 obrazow ucza-

cych i 14800 obrazow testowych.

Glownym celem pracy jest sprawdzenie poprawno-
$ci nastepujacych hipotez:

1. Model oparty o architekture GoogLeNet wykaze si¢
wigkszg doktadnosciag w klasyfikacji odrgcznie pisa-
nych cyfr.

2. Model oparty o architekture GoogLeNet wykaze si¢
wigkszg doktadnoscig w klasyfikacji odrgcznie pisa-
nych liter.

3. Model oparty o architektur¢ LeNet-5 bedzie potrze-
bowal mniej czasu na klasyfikacj¢ zbioru odrecznie
pisanych cyfr.

4. Model oparty o architekture LeNet-5 bedzie potrze-
bowal mniej czasu na klasyfikacj¢ odrgczenie pisa-
nych liter.

4.2. Implementacja modeli

Modele zostaty zaimplementowane w jezyku Python
z uzyciem bibliotek Tensorflow i Keras. Implementacje
modeli zostaty przedstawione kolejno na listingach 1, 2
oraz 3. Dodatkowo dla modelu GooglLeNet zaimple-

mentowana zostala warstwa incepcji przedstawiona na
listingu 4.

Listing 1: Implementacja modelu GoogLeNet

input_layer = layers.Input(shapse=(32Z, 32, 3))
input_tensor = lay imental.preprocessing.Resizing (224, 224,

interpolatio: , input_shape=x train.shape[1:]) (inpuc_layer)
temp = layers.C 7, strides=2, padding='s

(e<,

activation=" ') (input_tensor)

temp = layers.MaxPooling2D(3, strides=2) (temp)

temp = layers.Conv2D(é4, 1, strides=1, padding='same’,
activatior ) (zemp)

temp = layers.Conv2D(192, 3, strides=l, padding='sams',
activation=" ) (zemp)

temp = layers.MaxPooling2D(3, strides=2) (temp)

temp = inception laver(temp, filvers lxl=¢4, filters 3x3 reduce=%¢,
filters_3x3=123 €, filters_Sx5=32, filters_pool=32)

28, filters 5x5_reduce
temp = inception laver(temp, filters lx 3, filvers 3x3_reduce=123,
, filters_S5x5=9¢, filters_pool=e4)

filters_3x3=192, filters_5x5_reduce
temp = layers.MaxPooling2D(3, strides=2) (temp)
temp = inception laver(temp, filwers lx1=192, filters 3x3_reduce=29¢,

filters_3x3 , filters_SxS_reduce=lé, filters_S5x5=43, filters_pool=e
auxiliaryOutputl = layers.hveragePooling2D((5, 5), strides=3) (temp)

auxiliaryOutputl = layers.Conv2D(128, 1, padding= =
activation='rslu') {auxiliaryCutputl)

auxiliaryOutputl = layers.Flatten() (auxiliaryOutputl)

suxiliaryOutputl = layers.Dense (1024, activation='relu') (auxiliaryOucputl)

auxiliaryOutputl = layers.Dropout ) (auxiliaryOutputl)

auxiliaryOutputl = frmax') (auxiliaryOutputl)

layers.Dense (10, activation='sc
temp = inception laver(temp, filwers lx o
filters_3x3=224, filters_5x5_reduce
temp = inception laver(temp, filters lx
filters_3x3=256, filters_5x5_reduce
temp = inception laver(temp, filters lx , filters 3xz3 reduce=142,
filters_3x3 , filters_S5x5_reduce=32, filters_SxS=6%, filters_pool=e4)
suxiliaryOutput2 = layers.hveragePooling2D((5, 5), strides=3) (temp)
auxiliaryOutput2 = layers.Conv2D(128, 1, padding=
activation='rslu') {auxiliaryCutput2)
auxiliaryOutput2 = layers.Flatten() (auxiliaryOutput2)
auxiliaryOutput2 = layers.Dense (L( activation='relu') (auxiliaryOutput2
auxiliaryOutput2 = layers.Dropout (0.7) (auxiliaryOutputz)
auxiliaryOutput2 = layers.Dense(l0, activation='s ax') (auxiliaryOutput2)
temp = inception laver(temp, filwers lx €, filvers 3x3_reduce=160
filters_3x3=320, filters_5x5_reduce filters_5x5=123, filters_pool=123)
temp = layers.MaxPooling2D(3, strides=2) (temp)
temp = inception_layer(temp, filters_lx
filvers 3x3=320, filvers 5x5_reduce
temp = inception laver(temp, filters lxl=384, filters 3x3_reduce=192,
filters_3x3=324, filters_S5x5_reduce=43, filters 5x5=128, filters_pool=123)
temp = lavers.GlobalAveragePooling2D() (temp)
temp = layers.Dropout(0.4) (temp)
output = layers.Dense(l0, activation='softmax') (temp)
model = Model (inputs=input_layer, outputs=[output,
auxiliaryOutputl, auxiliaryCutpuc2])

filters 3x3_rsduce=112,

filters_5x5=6%, filters_pool=e4)
filters 3x3 reduce=123,
filters_5x5=6%, filters_pool=e4)

filters 3x3_reduce=l60
28, filters pool=1283)

Listing 2: Implementacja modelu LeNet-5

from tenscorflow import keras
model = keras.models.Segquential()
model .add(keras.layers.
activation='tanh',
model.add(keras.layers.
model.add(keras.layers.
activation='tanh'
add(keras.layers.
.add(keras.layers.
add({keras.layers.
add(keras.layers.
.add(keras.layers.

ConviD(&, kernel size=35, strides=l,
input_shape=train x[0].shape, padding='same'))
AveragePooling2D())

ConvZD(1l€, kernel size=3, strides=l1,
padding="wvalid'))

AveragePooling2D())

Flatten())

Dense (120
Dense

model.
model

model. 0, activation=

model. , activation=

model Dense (10, activation='so

Listing 3: Implementacja modelu AlexNet

model = keras.models.Sequential()

model . add (keras.layers.experimental .preprocessing.Resizing(224, 224,
interpolation="kilinear"”, input_ shape=x_train.shape[l:]))

model.add(keras.layers.Conv2D(%¢, 11, strides=4, padding='sames'))

model.add(keras.layers.Activation("r=lu'))

model.add (keras.layers.MaxPooling2D(3, strides=2))

model.add (keras.layers.Conv2D (256, 5, strides=¢, padding='szm='))

model . add (keras.layers.Activation("relu'))

model . add (keras.layers.MaxPooling2D(3, strides=2))

model.add(keras.layers.Conv2D (384, 3, strides=4, padding='same='))

model.add(keras.lavers.Activation("relu'))

model.add(keras.layers.Conv2D (384, 3, strides=4, padding='same="))

model.add(keras.layers.Activation("r=lu'))

model.add (keras.layers.Conv2D (256, 3, strides=¢, padding='szm='))

model . add (keras.layers.Activation("relu'))

model . add (keras.layvers.Flatten())

model.add (keras.layers.

model.add(keras.layers. ]

model.add(keras.lavers., 96, activation='

model.add(keras.layers. 5))

model.add(keras.layers.Dense (10, activation='"softma
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Listing 4: Implementacja warstwy incepcji z redukcja wymiarowosci

def inception layer(temp,
filters_1xl,
filters_3x3_reduce,
filters_3x3,
filters_5x5_reduce,
filters_Sx5,
filters pool):

pathl = layers.ConvZD(filters_1xl, (1, 1)}, padding='sam=",
activation='relu') (temp)

path2 = layers.Conv2D(filters 3x3 reduce, (1, 1), padding='sam=',
activation="'re=lu') (temp)

pathZ = layers.Conv2D(filters_3x3, (1, 1), padding='sam=",
activation='relu') (path2)

path3 = lavers.ConvZD(filters_5x5_reduce, (1, 1), padding='sams',
activation='relu') (temp)

path3 = layers.Conv2D(filters_5x5, (1, 1), padding='sanm='",
activation='relu') (path3)

path4 = layers.MaxPool2D((3, 3), strides=(1, 1), padding='same') (temp)

path4 = layers.Conv2D(filters pool, (1, 1), padding='sane’,

activation='relu') (path4)

return tf.concat([pathl, pathZ, path3, path4], axis=3)

4.3. Bazy danych
4.3.1. MNIST

Baza obrazéw odrecznie pisanych cyfr MNIST [11]
zawiera zestaw uczacy 60000 obiektow oraz zestaw
testowy 10000 obiektow. Baza ta jest czgsto wykorzy-
stywana do testowania stworzonych modeli sztucznych
sieci neuronowych. MNIST zostata zbudowana na pod-
stawie Specjalnej Bazy Danych 3 NIST i Specjalnej
Bazy Danych 1, ktére zawieraja binarne obrazy odrecz-
nie pisanych cyfr [2]. Oryginalne czarno-biate (dwupo-
ziomowe) obrazy z NIST zostaly znormalizowane pod
wzgledem rozmiaru, aby zmiescity si¢ w polu 20x20
pikseli, zachowujac ich proporcje. Uzyskane obrazy
zawieraja poziomy szaro$ci uzyskane w wyniku zasto-
sowania techniki antyaliasingu, uzywanej przez algo-
rytm normalizacji. Obrazy zostaly wysrodkowane na
obrazie 28x28 przez obliczenie $rodka masy pikseli
i przemieszczenie obrazu tak, aby umiesci¢ ten punkt
w $rodku pola 28x28 [11].

4.3.2. EMNIST

EMNIST [12] (Extended MNIST) to zestaw szesciu baz
danych majacy na celu zapewnienie trudniejszej do
klasyfikacji alternatywy dla zestawu danych MNIST
[11]. Znaki Specjalnej Bazy Danych 19 NIST [17] zo-
staly przekonwertowane do formatu, ktéry pasuje do
zbioru danych MNIST [11], czynigc go kompatybilnym
z kazda siecig zdolng do pracy z oryginalnym zbiorem
danych [12]. Do badan wykorzystano baz¢ danych liter.
Baza ta sktada si¢ z 88800 obicktow treningowych oraz
14800 obiektow testowych.

5.  Wyniki

Wszystkie testy opisanych wczesniej modeli zostaty
przeprowadzone na komputerze osobistym wyposazo-
nym w procesor Intel Core i7-6700 oraz 16 GB pamigci
RAM. Na urzadzeniu zainstalowany jest system opera-
cyjny Windows 10 Pro w wersji 21H1. Do implementa-
cji i wykonania badan na modelach uzyty zostat inter-
preter Python w wersji 3.9 oraz biblioteka Tensorflow
w wersji 2.6.0.

Na podstawie wczesniejszych opiséw wybranych
modeli mozna tatwo stwierdzi¢ duze réznice pod
wzgledem skomplikowania ich budowy oraz zapotrze-

bowania na zasoby urzadzenia, na ktérym pracuja.
Przedstawione ponizej wyniki powinny pokazaé, czy
uzywanie nowych i bardziej skomplikowanych rozwia-
zah moze by¢ optacalne w pracy przy prostszych zada-
niach takich jak klasyfikacja odrecznego pisma.

5.1. Dokladno$é¢ klasyfikacji odreczenie pisanych
cyfr

Wszystkie otrzymane wyniki klasyfikacji zbioru testo-
wego MNIST [11] znajduja si¢ w tabeli 1. Najlepszym
srednim wynikiem doktadno$ci wykazat si¢ GoogLeNet
osiagajac 99,04%, a najgorszym, czyli 98,63%, LeNet-
5. AlexNet uplasowat si¢ pomigdzy nimi z wynikiem
98,78%. Jak widaé, roznice w otrzymanych wynikach
sg mate. Pomigdzy modelem, ktory wypadt najgorzej,
atym z najlepszym wynikiem, rdznica ta, to zaledwie
0,39%. Z drugiej jednak strony pole do poprawy bylo
niewielkie, poniewaz juz LeNet-5 osiagnal wysoki po-
ziom doktadnos$ci. Wykres pudetkowy przedstawiony na
rysunku 1 pokazuje, ze wraz ze wzrostem $redniej do-
ktadnoséci klasyfikacji, poszerzal si¢ tez przedzial
otrzymanych wynikow. Najgorszy wynik dla teoretycz-
nie najlepszego modelu, byt gorszy niz ten najnizszy
modelu LeNet-5.

Tabela 1: Wyniki doktadnosci klasyfikacji odrgczenie pisanych

cyfr
Doktadnos¢
LeNet-5 AlexNet GoogLeNet
1 98,84% 98,91% 99,23%
2 98,49% 98,90% 98,73%
3 98,75% 98,70% 98,13%
4 98,60% 99,05% 99,14%
5 98,55% 98,99% 99,14%
6 98,61% 98,86% 99,34%
7 98,34% 98,64% 99,03%
8 98,47% 99,00% 98,93%
9 98,63% 98,56% 98,83%
10 98,73% 98,20% 99,30%
11 98,76% 98,90% 99,27%
12 98,76% 98,56% 99,26%
13 98,75% 98,78% 99,11%
14 98,82% 98,88% 98,83%
15 98,60% 99,02% 98,95%
16 98,77% 99,14% 99,28%
17 98,55% 98,78% 98,57%
18 98,27% 98,56% 99,30%
19 98,66% 98,90% 99,31%
20 98,74% 98,20% 99,11%

5.2. Dokladno$¢ klasyfikacji odreczenie pisanych
liter

W przypadku klasyfikacji zbioru odrgczenie pisanych
liter réznice pomigdzy modelami staja si¢ znacznie
wyrazniejsze. Srednio GoogLeNet i LeNet-5 osiggnety
kolejno 94,31% 1 92,52%, a AlexNet 93,10%. W tym

148



Journal of Computer Sciences Institute

23 (2022) 145-151

przypadku najlepszy wynik takze uzyskat model Goo-
gleNet, a model LeNet-5 wyprzedzit o 1,79%. Przewa-
ge dobrze obrazuje wykres pudetkowy z rysunku 2.
Wida¢ na nim, ze przedzial otrzymanych wynikow jest
wezszy niz w przypadku poprzedniego zbioru danych.
Dodatkowo wykres dla modelu GooglLeNet nie pokry-
wa si¢ z wykresem LeNet-5. Szczegdtowe wyniki zosta-
ty zamieszone w tabeli 2.

99,60%

99,40%

99,20%

99,00%

e
-

98,80%

=
o

S¢

98,60%

Doktadno:

98,40%

-
+

98,20%

98,00%

97,80%

97,60%

97,40% T

LeNet-5 AlexNet GoogleNet

Rysunek 1: Wykres pudetkowy wynikow klasyfikacji cyfr.

Tabela 2: Wyniki dokfadnosci klasyfikacji odrgczenie pisanych
liter

Doktadnos¢
LeNet-5 AlexNet GoogLeNet
1 92,55% 93,10% 94,85%
2 92,62% 93,12% 94,04%
3 92,58% 93,18% 94.,66%
4 92,35% 93,28% 94,04%
5 92,39% 92,98% 94.22%
6 92,52% 92,89% 94,09%
7 92,57% 93,04% 94,13%
8 92,39% 92,88% 94,79%
9 92,60% 92,76% 94,39%
10 92,45% 93,32% 94,57%
11 92,60% 93,24% 94,25%
12 92,43% 93,01% 93,87%
13 92,38% 93,46% 94,31%
14 92,87% 92,62% 94,65%
15 92,57% 93,18% 94,34%
16 92,22% 93,20% 94.43%
17 92,59% 93,43% 94,08%
18 92,68% 93,10% 93,93%
19 92,51% 93,25% 94,17%
20 92,49% 92,85% 94,44%

95,50%
95,00%
9450%

-

94,00% |
93,50% I
J

93,00%

Dokladnosé

9250% %
92,00%
9150%

91,00%

9050%
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Rysunek 2: Wykres pudetkowy otrzymanych wynikow klasyfikacji
liter.

5.3. Czas potrzebny na klasyfikacje zbioru testowe-
go cyfr

Wyniki czaséw potrzebnych na klasyfikacje zbioru
testowego przedstawionych na rysunku 3 pokazuja
ogromne réoznice w wymaganiach, co do urzadzenia, na
ktérym pracuja poszczegdlne modele. Model LeNet-5
na klasyfikacj¢ zbioru testowego sktadajacego sie
z 10000 obrazéw potrzebowal niewiele ponad sekundg,
model AlexNet pracowal na tym samym zbiorem juz
okoto 24 sekund, a GoogleNet zajeto to ponad dwie
minuty. Na podstawie wynikow zamieszczonych
w tabeli 3 widaé, ze czas potrzebny dla kazdego mode-
lu, w kazdej probie byt podobny.

Tabela 3: Wyniki czasu potrzebnego na klasyfikacje zbioru te-
stowego odreczenie pisanych cyfr

Czas[s]
LeNet-5 AlexNet GooglLeNet
1 1,277 24,932 122,920
2 1,321 24,268 122,400
3 1,347 24,117 122,929
4 1,301 24,528 122,834
5 1,326 24,188 122,795
6 1,300 24,072 122,161
7 1,299 24,231 122,089
8 1,319 24,145 122,082
9 1,328 24,177 122,830
10 1,304 24,077 122,240
11 1,385 24,135 122,586
12 1,309 24,244 122,257
13 1,305 24,180 123,006
14 1,319 24,900 122,167
15 1,315 24,447 122,272
16 1,318 24,119 122,612
17 1,275 24,126 122,410
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18 1,348 24,232 122,332
19 1,305 24,200 122,331
20 1,296 24,209 122,559

140,000
122,491
120,000

100,000

80,000

Czas[s]

60,000

40,000
24,276

AlexNet

20,000

1,315

LeNet-5 GoogleNet

Rysunek 3: Porownanie $rednich wartosci czasu potrzebnego do
klasyfikacji zbioru testowego cyfr.

5.4. Czas potrzebny na klasyfikacje zbioru testowe-
go liter

Zwigkszenie mozliwych klas do sklasyfikowania z 10
do 26 oraz zbioru testowego z 10000 do 14800 spowo-
dowata podwojenie czasu pracy modeli AlexNet i Goo-
gleNet, natomiast dla modelu LeNet-5 oznaczato to
tylko okoto pot sekundy diuzej. Na rysunku 4 zamiesz-
czone zostalty $rednie wyniki czasoOw potrzebnych na
klasyfikacje¢ zbioru testowego, a w tabeli 4 zebrane sa
wszystkie otrzymane czasy.

Tabela 4: Wyniki czasu potrzebnego na klasyfikacje zbioru te-
stowego odreczenie pisanych liter

Czas|s]
LeNet-5 AlexNet GooglLeNet
1 1,889 49,420 254,971
2 1,843 48,841 253,889
3 1,902 48,851 253,868
4 1,849 49,174 253,994
5 1,874 48,797 254,179
6 1,810 48,719 254,173
7 1,828 48,853 254,017
8 1,872 48,789 253,249
9 1,789 49,536 253,561
10 1,875 48,845 253,135
11 1,889 49,089 254,298
12 1,790 48,888 254,829
13 1,901 48,751 253,322
14 1,916 49,050 254,086
15 1,868 48,861 253,221
16 1,862 48,668 253,878
17 1,856 48,944 253,597
18 1,828 49,173 254,100
19 1,910 48,761 253,839
20 2,050 49,017 253,849

300,000

253,903
250,000

200,000

150,000

Czas(s]

100,000

48,951

AlexNet
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LeNet-5 GoogleNet

Rysunek 4: Porownanie $rednich wartosci czasu potrzebnego do
klasyfikacji zbioru testowego liter.

6. Whnioski

Przed rozpoczgciem badan postawione zostaly tezy
mowigce o tym, ze model GoogleNet bedzie doktad-
niejszy w klasyfikacji odreczenie pisanych liter jak
icyfr od modeli AlexNet i LeNet-5. Dodatkowo sfor-
mutowano tezy o tym, ze LeNet-5 bedzie szybszy od
pozostatych dwoch modeli podcezas klasyfikacji zarow-
no zbioru odregczeni pisanych cyfr jak i zbioru odrecze-
nie pisanych liter. Na podstawie uzyskanych wynikow
mozna stwierdzi¢, ze wszystkie postawione tezy sa
prawdziwe, poniewaz model GoogLeNet w obu przy-
padkach wykazal si¢ wicksza doktadnoscig od pozosta-
tych modeli, a LeNet-5 byt ze wszystkich zdecydowanie
najszybszy. Mozna tez stwierdzi¢ stosunkowo male
korzysci pod wzgledem doktadnosci klasyfikacji wy-
branych zbioré6w. W najlepszym przypadku uzyskano
okoto 1,8% dla zbioru liter. Przychodzi to jednak wiel-
kim kosztem uzycia zasobow komputera. Na klasyfika-
cje zbioru testowego cyfr, model GoogLeNet potrzebo-
wat sto razy wigcej czasu niz duzo prostszy model Le-
Net-5, a w przypadku zbioru liter jest nawet gorzej.
Trzeba jednak wzig¢ pod uwage fakt, ze dwa nowsze
z tego zestawienia modele (AlexNet i GooglLeNet), byty
projektowane z mys$la o klasyfikacji duzo bardziej
skomplikowanych obiektéw znajdujacych si¢ na zdjg-
ciach, z ktérymi model LeNet-5 mogtby mie¢ duzy
problem. Mozna bezpiecznie powiedzie¢, ze W przy-
padku klasyfikacji odrecznego pisma, korzysci uzyska-
ne z uzycia bardziej skomplikowanych rozwiagzan sg za
male wzgledem kosztow jakie trzeba ponies¢, aby ich
uzycie byto optacalne.
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